D REVISION MONOGRAFICA

Big data y ciencia de los datos para una nefrologia
personalizada: ;estamos preparados
para una “nefrologia inteligente”?

Miguel Hueso'?, José lbeas??, Ignacio Revuelta??, Francisco-J. Santos-Arteaga®>,
Maria José Soler?®, Juan Manuel Buades?’

'Servicio de Nefrologia. Hospital de Bellvitge. L'Hospitalet de Llobregat. Barcelona

2Grupo de Trabajo BigSEN de la Sociedad Espanola de Nefrologia.

3Servicio de Nefrologia. Parc Tauli Hospital Universitari. Institut d’Investigacio i Innovacié Parc Tauli I3PT. Universitat Autonoma
de Barcelona. Sabadell. Barcelona

“Servicio de Nefrologia y Trasplante Renal. Hospital Clinic. Institut d’Investigacions Biomédiques August Pi i Sunyer (IDIBAPS).
Barcelona

SFaculty of Economics and Management. Free University of Bolzano. Bolzano. Italy

®Nephrology Research Group. Vall d'Hebron Research Institute (VHIR). Nephrology Department. Hospital Universitari

Vall d'Hebron. Universitat Autonoma de Barcelona. Barcelona

’Servicio de Nefrologia. Hospital Universitario Son Llatzer. Palma de Mallorca

NefroPlus 2019;11(2):1-10

© 2019 Sociedad Espafola de Nefrologia. Servicios de edicién de Elsevier Espafa S.L.U.

RESUMEN

El objetivo de la medicina personalizada es ofrecer a cada paciente un tratamiento adecuado en el momento preciso.
En la actualidad, para demostrar que un tratamiento es eficaz es necesario obtener datos de costosos ensayos clinicos
controlados, aleatorizados y multicéntricos (medicina basada en la evidencia). Sin embargo, los resultados pueden
no demostrar eficacia en la poblacion seleccionada, por lo que en la actualidad se recomienda un analisis previo de
datos retrospectivos recogidos en grandes bases de datos (big data), que pueden proceder de fuentes heterogéneas
(datos de laboratorio, datos moleculares y genéticos, cursos clinicos, imagenes, farmacos, etc.) con el objetivo de
conocer qué variables modifican los resultados del tratamiento médico en la “vida real”. Para el anélisis de este big
data y para obtener nuevo conocimiento es necesario utilizar nuevas herramientas y potentes tecnologias, generan-
do una “nueva” ciencia basada en los datos. Esta ciencia de los datos se encuentra en continua expansién con el
desarrollo de nuevos métodos dedicados a la recogida de datos, su almacenamiento, depuracién, procesamiento y
andlisis. Este conocimiento generado por los datos tendra un impacto en la practica clinica con la instauracién de
tratamientos personalizados, disefio de farmacos inteligentes, identificacion de poblaciones de riesgo o rastreo
de informacion en la historia clinica informatizada. El objetivo de esta revision es mostrar algunas de las oportuni-
dades que ofrece la ciencia de los datos a la nefrologia, sefialar a qué retos se enfrenta y proponer posibles aplica-
ciones para una nefrologia personalizada.
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El término big data (BD) hace referencia a un enorme volumen
de datos de formato heterogéneo (estructurados, semiestructu-
rados, como las hojas de célculo, o desestructurados, como vi-
deos o documentos de audio) que se generan continuamente y
cuyo analisis mediante las tecnologias habituales se ve dificulta-
do'. Sus caracteristicas principales siguen la regla de las 3 v: vo-
Revision por expertos bajo la responsabilidad de la Sociedad Espariola de Nefrologia. lumen (gigantesca cantidad de datos generados), velocidad (los
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datos se generan rapidamente) y variedad (datos de diversas
fuentes y con mdltiples formatos). Con posterioridad se han afna-
dido otras caracteristicas para mejorar la definicion, como son la
veracidad, aunque es todavia mas un deseo que una realidad, y
el valor (valioso para los ciudadanos, los pacientes y su entorno,
y los gestores, con el fin de mejorar el conocimiento a través de
la informacion). En la actualidad, el término big data se ha ex-
pandido para incorporar el andlisis e interpretacion de los datos,
constituyendo una ciencia de los datos (data science).

El objetivo de la ciencia de los datos en medicina es contribuir
al conocimiento de los mecanismos de las enfermedades para
personalizar el tratamiento médico buscando tendencias, aso-
ciaciones o patrones en grandes volimenes de informacion
médica (datos clinicos, moleculares y epidemiolégicos), que no
se encontrarfan en muestras mas pequenas. Este concepto en-
laza con la llamada “medicina personalizada”, que pretende
conseguir un diagnéstico preciso reduciendo la complejidad de
las enfermedades a una alteracion de algin componente mole-
cular que se pueda medir, para proporcionar un tratamiento
personalizado de maxima eficacia, usando la dosis correcta en
el momento adecuado y minimizando sus efectos adversos?.
Para la mayoria de los problemas clinicos esta estrategia es to-
davia mas un deseo que una realidad.

La diferencia entre los ensayos clinicos convencionales aleatori-
zados, prospectivos y multicéntricos que evaltan la eficacia de
un tratamiento y el analisis del BD es que en los primeros el
razonamiento es inductivo, de lo particular a lo general, con una
hipdtesis y unas variables definidas a priori, mientras que el BD
presenta un razonamiento deductivo, es decir, de lo general a
lo particular, en el que se recopilan todas las variables para la
identificacion de unos patrones y para generar una hipotesis. En
este sentido, se ha propuesto utilizar el analisis de BD para bus-
car vias moleculares inesperadas en las enfermedades. Eviden-
temente, cada nuevo mecanismo molecular identificado tendra
que ser validado posteriormente.

FUENTES DE BIG DATA EN MEDICINA'Y CONCEPTO

DE eSALUD: HISTORIA CLINICA ELECTRONICA, DATOS
DE LABORATORIO Y DATOS OMICOS, REGISTROS
OBTENIDOS POR DISPOSITIVOS MEDICOS PORTATILES,
IMAGENES Y BIOPSIAS DIGITALIZADAS

Se calcula que los datos generados por los dispositivos electro-
nicos (electronic health records, EHR) alcanzara los 25.000 peta-
bytes en el 20203. Industrias como Google o Amazon se han
aprovechado del acceso libre y gratuito de los datos proporcio-
nados por el propio consumidor durante busquedas online o
para realizar compras para obtener informacién precisa y per-
sonalizada en tiempo real. Sin embargo, la situacién es diferen-
te en la sanidad, porque los datos médicos son privados, son
custodiados cuidadosamente en el mismo hospital y no se dis-
pone de ellos libremente para que se exploten con métodos de
BD. Ademas, los datos médicos son complejos y requieren de
un procesamiento previo para poder analizarlos. Tampoco exis-
te la infraestructura técnica que permita el movimiento, mani-
pulacién y gestion de los datos médicos. En este contexto surge
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el término eSalud (eHealth), que se refiere al uso de la tecnolo-
gia de la informacion y las comunicaciones (TIC) a la salud*.
Algunos de los componentes fundamentales de la eSalud son
la historia clinica electrénica (EHR), la telesalud (incluye la tele-
medicina), la mSalud (uso de dispositivos moviles), el eLearning
(aprendizaje a distancia), la educaciéon continuada en TIC (inclu-
ye las publicaciones electrénicas, el acceso abierto, la alfabeti-
zacion digital y el uso de las redes sociales) y la estandarizacion
e interoperabilidad (hace referencia a la comunicacién entre
diferentes tecnologias y aplicaciones de software para el inter-
cambio y uso de datos para hacer viable la gestion integrada de
los sistemas de salud).

El uso de los EHR empezé a generalizarse en los Ultimos 15 anos.
Desde el principio se ha considerado de vital importancia que la
informacion disponible en los EHR no solo sirva para el abordaje
diario de los pacientes, sino que también se pueda utilizar para
la ayuda a la toma de decisiones y para la exploracién de la in-
formacion con fines de gestién, epidemiolégicos o de investiga-
ciéon. En los EHR que mas frecuentemente se utilizan, aunque hay
parte de la informacion estructurada (principalmente diagnosti-
cos, procedimientos en los informes de alta, etc.), la mayor par-
te de la informacién util esta en texto libre. Por ello, se ha reali-
zado un esfuerzo en aplicar una de las ramas de la inteligencia
artificial, el procesamiento de lenguaje natural (NLP, del inglés
natural language processing), que permite explotar informacion
de los informes o anotaciones del paciente en texto libre. Actual-
mente, en varios hospitales del pafs ya se usan programas como
Savana®, que se utilizan en casos de éxito.

Por otro lado, la necesidad de intercambio de informacién entre
distintos sistemas informaticos hace que los EHR tengan ten-
dencia a intentar aumentar el grado de almacenamiento de la
informacién de forma estructurada y normalizada, siguiendo
recomendaciones de normas o estandares internacionales (HL7
V3, openEHR, UNE-EN ISO 13606, I1SO 21090: 2011, etc.). Sin
embargo, en muchas ocasiones se enfrenta al rechazo de los
profesionales de la salud, que se han formado en y para el uso
de texto libre. Por ello, es muy importante “implementar” me-
joras en la usabilidad que favorezcan su implantacion. El obje-
tivo que se persigue es alcanzar la interoperabilidad. La inter-
operabilidad de la informacion es la capacidad de un producto
de informacién originado en un sistema A para comunicarse,
representarse y utilizarse en otro sistema B sin necesidad de
intervencién humana. A lo largo de la vida de un ciudadano,
implica que su informacién preserve su valor, aunque cambien
los sistemas de informacion que la gestionan. En términos prac-
ticos, lo que ha de ser interoperable son los extractos de infor-
macion.

Uno de los aspectos méas importantes en el desarrollo de siste-
mas de historias clinicas electrénicas es como modelar la infor-
macion que contienen. Los modelos de informacion cumplen
este papel. Desde la aparicién de un modelo “dual” para el
modelado de la historia clinica electrénica, los modelos de in-
formacién se dividen en modelos de representacion de la infor-
macion, también conocidos como modelos de referencia (es la
forma en la que se almacena la informacién en los programas
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informéticos para que conste de forma fiel el origen de la infor-
macioén tal y como se origind, es decir, deben ser estables a lo
largo de la vida), y modelos de contenido del dominio, también
conocidos como arquetipos o plantillas, que deben evolucionar
segun las necesidades de informacion producidas por la actua-
lizacion de las guias de préactica clinica. Los arquetipos son un
mecanismo de representacion formal de conceptos clinicos ba-
sado en las entidades del modelo de referencia que puede ser
automaticamente procesable por un sistema informatico. Es
decir, es informacién que puede ser entendida, no solo recibida,
por otro ordenador y, por lo tanto, es inmediatamente procesa-
ble. Dentro de los elementos que forman los arquetipos, en las
variables mas importantes se utilizan terminologias normalizadas,
tanto para las etiquetas (p. ej., presion arterial en brazo izquier-
do), como para los contenidos (p. €j., el problema de salud
enfermedad renal crénica). Las terminologias clinicas son, por
tanto, un componente que, por lo general, acompana a las
estructuras o modelos de informacion clinica, constituyéndose
como un elemento de enlace que aporta significado preciso y
asegura la interoperabilidad semantica de los datos.

Las terminologias son una de las clases de recursos que se usa
en el ambito de la informaética sanitaria (tabla 1). La méas cono-
cida y por la que apuesta el Ministerio de Sanidad de nuestro
pais es SNOMED CT. Es una terminologia clinica, no una clasifi-
cacion como CIE-9, CIE-10, ATC, etc. (las cuales estdn mas en-
focadas a usos secundarios de explotaciéon de la informacion).
SNOMED CT es una terminologia centrada en el paciente que
proporciona conceptos para describir situaciones clinicas con
precision, y se acerca mas al lenguaje clinico habitual que, por
ejemplo, CIE-10. Permite la utilizacion de sinénimos, por lo que
se adapta a usos y expresiones de caracter mas local, asi como
a diferentes idiomas. Permite mapeos con otros recursos termi-
nolégicos y clasificaciones. Abarca mdltiples dominios de las
ciencias de la salud: medicina, farmacia, enfermeria, laborato-
rio, veterinaria, etc. Incorpora cambios de forma dindmica gra-
cias a su mecanismo de extensiones. Mantiene la trazabilidad
de sus componentes a lo largo del tiempo y entre versiones,
dado que no permite ni la reutilizacion ni el borrado de los co-
digos. Incorpora una gramatica para la composicion de expre-
siones clinicas poscoordinadas (es decir, generar un nuevo codi-
go mediante la combinacion de conceptos en el caso de que no
se encuentre ninguno disponible). Actualmente, el Ministerio de
Sanidad, al ser Espafia miembro de SNOMED International, pro-
porciona la licencia de forma gratuita a todos los centros y or-
ganizaciones del SNS, asi como a instituciones y organizaciones
de caracter privado, empresas y particulares®.

El tema de la interoperabilidad también es muy importante en
nefrologfa. Los servicios y unidades de didlisis pueden tanto uti-
lizar los EHR del hospital y adaptarlos a las necesidades de nefro-
logia, como utilizar programas departamentales especificamente
disefados para nefrologia. Los programas departamentales en
general disponen de mayores posibilidades de almacenar infor-
macion de interés nefroldgico de forma estructurada, habitual-
mente no disponibles en los programas generalistas. Esto incre-
menta la capacidad de exploracién de la informacién y permite
su remisién automatica a un registro o base de datos. Sin em-

Tabla 1. Recursos de terminologia CTtO

C (clasificaciones) CIE-9 MC, CIE-10, CIE-10-ES, ATC, CIAP

SNOMED CT, UMLS (Unified Medical
Language System)

t (tesauros) Léxicos, glosarios, patrones sintacticos,
etc.

O (ontologias) ORPHA, BioPortal

bargo, obliga a hacer un esfuerzo de integracién con los sistemas
hospitalarios. Para esta integracion, el uso de arquetipos y termi-
nologias comunes facilitaria mucho el intercambio de informa-
cion. En el futuro, se deberia tender a que la informacion en
nefrologia sea lo mas estructurada posible sin afectar a la usabi-
lidad y que, ademas, priorice su interoperabilidad, con la incor-
poracion de arquetipos, plantillas y uso de terminologia clinica.
Hay organismos internacionales que trabajan con arquetipos que
se pueden utilizar o adaptar como openEHR, que puede facilitar
la homogeneidad en los arquetipos, sobre todo en aspectos tan
importantes como alergias, alertas o problemas de salud.

Es probable que el uso de mayor informacion estructurada no
solo permita su explotacion de forma mas precisa y ayude en la
toma de decisiones, sino que facilite el intercambio de informa-
cion entre distintas bases de datos, lo que aumenta la posibili-
dad de crear grandes bases de datos nefrolégicas a nivel nacio-
nal e internacional.

Por ultimo, la tendencia a la estructuraciéon y uso de elementos
de interoperabilidad de los EHR no es contradictoria con la so-
fisticacion progresiva de explotacién de la informacién con pro-
cesamiento del lenguaje natural, pues la presencia de termino-
logfas clinicas facilita mucho dicha labor®.

PROBLEMAS Y DESAFIOS EN LA GESTION DEL BIG DATA:
RECOGIDA, AGREGACION, PROCESAMIENTO
Y FIABILIDAD DE LOS DATOS

De entrada, hay una falta de consenso sobre la definicion de BD
en salud que dificulta la comparacion entre diferentes estudios.
Sin embargo, el mayor desafio se encuentra en el acceso a los
datos. Para conseguir obtener conocimiento de los datos exis-
tentes en los sistemas de salud se necesitaria buscar soluciones,
entre otros problemas, a la busqueda y captura de datos de
fuentes heterogéneas, su procesamiento y su almacenamiento
en bases de datos, su analisis, su gestion, su visualizacion y la
capacidad de compartirlos con otros investigadores en salud’.
No hay que olvidar los problemas de seguridad y privacidad y la
obligacion legal de obtener un consentimiento informado para
poder utilizar los datos, aunque se hayan anonimizado.

La mineria de datos o data mining es un proceso disefado para
obtener informacion relevante de las grandes bases de datos® y
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algunos de sus objetivos son aprender, identificar y buscar co-
nocimiento, patrones o regularidades a partir de los datos. Una
vez recogidos los datos, se deben procesar para eliminar los
errores de tal forma que sean fiables. Las fuentes de datos pue-
den contener sesgos o errores, o los datos estar incompletos. La
dificultad estd en como depurar la gran cantidad de datos, y
como decidir qué datos son fiables y qué datos son utiles. Otro
reto es sincronizar las fuentes de datos y las plataformas distri-
buidoras de BD (aplicaciones, suministradores, sensores, redes,
etc.) con las infraestructuras internas de cada organizacion, con
el objetivo de maximizar la fuerza de los modelos predictivos
utilizados para el andlisis. Es necesario codificar los datos que
proceden de diferentes fuentes para asegurar su almacenamien-
to eficiente, el acceso facil a multiples consultas, su seguridad y
su privacidad. Otro problema tiene relaciéon con la capacidad del
sistema informatico que depende de la arquitectura del ordena-
dor, que puede enlentecer el acceso a los datos y la ejecucion y
escalabilidad de las aplicaciones de BD.

Existe un problema especial con los datos que estan poco repre-
sentados. Las técnicas clasicas de aprendizaje no estan adapta-
das al andlisis de muestras minoritarias, porque estan basadas
en medidas globales y no consideran las diferencias entre el
numero de muestras que dependen de cada clase. Sin embargo,
las clases que estan infrarrepresentadas pueden representar ca-
sos importantes para identificar. Para resolver este problema se
han desarrollado diferentes métodos. Varios de ellos utilizan
técnicas de clasificacién binarias que puedan aplicarse en pro-
blemas de clasificacion multiclase, como por ejemplo el analisis
discriminante, los arboles de decisién y algoritmos “k vecinos
mas proximos” (k-nearest neighbours o k-NN), las redes baye-
sianas, las redes neuronales, las maquinas de vectores de apoyo,
etc. Otra estrategia se conoce como DEM (decomposition and
ensemble methods), y consiste en descomponer problemas de
clasificaciéon multiclase en un grupo de problemas que pueden
ser resueltos como clasificadores binarios (BC). Esto significa
gue las nuevas observaciones se clasifican estableciendo una
estrategia agregativa basada en las predicciones derivadas de
los BC®.

MATEMATICAS Y COMPUTACION PARA EL BIG DATA:
TECNICAS ANALITICAS, PLATAFORMAS
E INSTRUMENTOS

La toma de decisiones en la resolucién de problemas relaciona-
dos con sistemas complejos requiere utilizar modelos matema-
ticos y computacionales. Cuando un problema es complejo
porgue implica informacién incompleta o poco precisa puede
ser dificil distinguir los distintos objetos y es mas conveniente
agrupar la informacién para abordar el problema (computacién
granular [GrC]). Los granulos estan formados por objetos que
se agrupan porgue no se pueden identificar como objetos indi-
viduales, o tienen formas o funciones similares'®. Un ejemplo
serfa una agrupacion de palabras que alcanza un significado
gue de por si no tenian o las pinceladas de un cuadro y el resul-
tado final del cuadro después de agregar todas las pinceladas.
Los sistemas basados en GrC se pueden utilizar para construir
modelos computacionales enfocados a la mineria de datos, ana-
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lisis de documentos, organizacion y recuperacion de grandes
bases de datos multimedia, datos médicos, y sensores remotos
y biométricos. Las técnicas de GrC pueden servir como herra-
mientas de procesamiento efectivo para sistemas inteligentes
del mundo real y ambientes dindmicos como el FDS (Fuzzy Dy-
namic Decision Systems). La integracion de GrC y la inteligencia
computacional se han convertido en un &rea de gran interés
investigador para desarrollar modelos eficientes de toma de de-
cisiones dedicados a resolver problemas complejos de BD. La
GrC se puede ejecutar asumiendo diversos tipos de imprecision
en las variables analizadas mediante conjuntos difusos (fuzzy
sets), conjuntos en bruto (rough sets), conjuntos aleatorios (ran-
dom sets), etc.!.

Para procesar BD se suelen utilizar plataformas en cédigo
abierto de Apache basadas en Hadoop'?, que utiliza miles de
servidores convencionales de bajo coste y permite almacenar
datos sin limitacion de volumen. Hadoop estd compuesto de
varios médulos: a) Hadoop Common (contiene bibliotecas y
herramientas); b) Hadoop Distributed File System (HDFS), un
sistema de almacenamiento de archivos; ¢) YARN, una plata-
forma de gestion de recursos, y d) MapReduce, un modelo de
programacion en Java. Su principal ventaja es la capacidad
para procesar de forma rapida enormes grupos de datos, gra-
cias a sus clusteres paralelos y el sistema de distribucion de
documentos. Hadoop no copia en la memoria todos los datos
para ejecutar operaciones y ejecuta los datos desde donde
estan almacenados.

En la actualidad se dispone de varias herramientas tecnoldgicas
en cédigo abierto (tabla 2) para trabajar con Hadoop, con el
objetivo de capturar (Sqoop, Flume, Chukwa), procesar (MapRe-
duce, YARN), consultar (Pig, JAQL, Hive), almacenar (HDFS, Hba-
se, Hive), transmitir (Storm, Spark) y analizar datos (Mahout, R).

Los analisis retrospectivos son Utiles para identificar factores de
riesgo, realizar estudios de coste-eficacia, seleccién de pacientes
o estudios epidemioldgicos, pero es necesario tener en cuenta
las limitaciones y el apropiado uso de los datos, asf como los
riesgos de inexactitudes'. El estandar de referencia de la medi-
cina basada en la evidencia son los ensayos clinicos controlados,
aleatorizados y multicéntricos. Sin embargo, dada la alta fre-
cuencia con la que estos ensayos dan un resultado negativo, es
recomendable el uso previo de estudios retrospectivos median-
te EHR. Con este objetivo se ha constituido en Estados Unidos
una red (National Patient Centered Clinical Research Network)
que proporciona datos de los EHR accesibles a los investiga-
dores'.

Sin un anélisis adecuado, los datos no son Utiles. Existen varias
técnicas de andlisis de datos, incluyendo la minerfa de datos
(que permite encontrar patrones y extraer valores escondidos
entre los datos), la visualizacion, el andlisis estadistico y el ma-
chine learning. A las técnicas clasicas de mineria de datos,
como association mining, clustering y clasificacién, les falta
eficiencia, escalabilidad y precisién cuando se aplican a BD en
un ambiente dindmico. Debido al tamafno de los datos, la ra-
pidez a la que se van generando y su variabilidad, no es posible



» REVISION MONOGRAFICA

Tabla 2. Herramientas tecnolégicas en cédigo abierto

Tecnologia en cédigo abierto

Fuente

Funcién

Caracteristicas

Apache Sqoop™

https://sqoop.apache.org

Captura de datos

Transferencia de datos
bidireccional entre Hadoop
y bases de datos

Transmisor de datos en tiempo
real hacia Hadoop. Captura,
agrega y mueve archivos

de registros. Almacena datos
en HDFS y HBase

https://www:.tutorialspoint.
com/es/hadoop/hadoop_
mapreduce.htm

Resolucion de problemas
con datasets de gran tamafio

http://hadoop.apache.org/
docs/current/hadoop-yarn/
hadoop-yarn-site/YARN.html

Procesamiento/analisis
de datos

Mejor escalabilidad que
MapReduce. Permite multiples
aplicaciones. Gestor de recursos
avanzados

Plataforma para crear
programas MapReduce

https://developer.ibm.com/
hadoop/docs/biginsights-
ibm-open-platform/
biginsights-value-add/jaql/
jagl-overview/

Incorpora funciones (in-built
functions), operadores
principales (core operators)
y adaptadores E/S

HDFS (Hadoop Distributed
File System)

Base de datos no relacionada
de tipo NoSQL

Permite representar datos en
una base estructurada. Esta
principalmente basado en tablas

Transmision de datos

La interface ISpout acepta
cualquier tipo de dato en
tiempo real. La interface iBolt
se adapta a cualquier sistema
de salida de datos

Andlisis de datos

Ofrece librerfas para clustering,
clasificacion, filtros de
colaboracién y mineria de
patrones frecuentes y de textos.
Herramientas adicionales

Ricardo software

https://software.ricardo.com/

Andlisis de datos

Permite hacer simulaciones
y analisis
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almacenarlos de forma permanente para analizarlos después.
Por lo tanto, se necesitan nuevas herramientas como el data
stream learning para optimizar las técnicas de andlisis de da-
tos, procesarlos en un periodo limitado con recursos limitados
(p. ej., de memoria) y producir en tiempo real resultados pre-
cisos. La variabilidad del stream (flujo) da lugar a cambios im-
predecibles (p. e]., cambios en la distribucion de las variables).

El objetivo del machine learning es obtener conocimiento y to-
mar decisiones inteligentes. Generalmente se divide en 3 sub-
dominios: aprendizaje supervisado (supervised learning), apren-
dizaje no supervisado (unsupervised learning) y reinforcement
learning'®. El deep learning (que se traduciria como “aprendiza-
je en profundidad”) es un campo de investigacion muy activo
dentro del machine learning y el reconocimiento de patrones.
Juega un papel importante en aplicaciones para el analisis pre-
dictivo como la vision artificial, el reconocimiento de voz y el
procesamiento del lenguaje natural. Se basa en el aprendizaje
jerarquico y la extraccion de diferentes niveles de abstraccion de
datos complejos. Es util para simplificar el analisis de grandes
volimenes de datos, definir indices seméanticos, marcar datos
(data tagging), recuperar informacion y realizar tareas de discri-
minacién como clasificacién y prediccion.

Sin embargo, a pesar de estas ventajas, el BD todavia presenta
retos: a) la gran cantidad de datos. Las computaciones iterativas
de los algoritmos de aprendizaje son muy dificiles de paralelizar.
Se necesita crear algoritmos paralelos eficientes y escalables
para mejorar las etapas de entrenamiento del deep learning; b)
heterogeneidad. Las soluciones estan restringidas por el tiempo
de ejecucion y la complejidad de los modelos; ¢) ruido de fondo
y distribuciones no estacionarias como las derivadas de datos
incompletos, la desaparicion de categorias (missing labels), o la
imprecisiéon inherente a la categorizacién de los datos (noisy
labeled datasets)'®; d) alta velocidad. Los datos se generan a una
gran velocidad y se deben procesar en tiempo real. Ademas, los
datos no suelen ser estacionarios y presentan cambios de distri-
bucién en el tiempo.

Para caracterizar datos no estacionarios (aquellos que pueden
cambiar en el tiempo) que puedan utilizarse en métodos de
aprendizaje basados en grandes flujos de datos y en el llamado
“cambio de concepto” (cambio de distribuciéon de variables en
el tiempo), se han propuesto los algoritmos incrementales. Ejem-
plos de algoritmos incrementales incluyen los arboles de decision
(IDE4, ID5R), las reglas de decision, las redes neuronales, las neu-
ronas gaussianas, las redes RBF (learn++, ARTMAP) o el incre-
mental SVM (support-vector machine). Cabe destacar los algo-
ritmos ensemble o de conjunto, que son mas flexibles y se
adaptan mejor"’.

SEGURIDAD Y PRIVACIDAD DE LOS DATOS

En la actualidad, la privacidad es el gran problema que va en
aumento con la implementacion del big data. La generacién
diaria de miles de datos nos hace cada vez mas vulnerables a la
exposicion de nuestra privacidad. La legislacién protege la pri-
vacidad de personas mediante un método de notificacion y
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consentimiento. Es necesario conocer que cuando se firma un
consentimiento para que un sistema informatico grabe nuestros
datos estamos ofreciendo informacion que puede utilizarse
como rastro posterior o huella digital. A modo de ejemplo,
nuestras busquedas en Google sin proteccion expresa de priva-
cidad nos llevan a recibir posteriormente anuncios relacionados
con estas'®.

La seguridad en el tratamiento de los datos personales y su libre
circulaciéon en el ambito de la Unién Europea esta regulada por
el Reglamento General de Protecciéon de Datos (RGPD) 2016/679
del Parlamento Europeo', aprobado el 27 de abril de 2016
(aplicable desde el 25 de mayo de 2018) y, en el ambito nacio-
nal, por la Ley Orgéanica de Proteccion de Datos y Garantia de
los Derechos Digitales (LOPDGDD), aprobada el 18 de octubre
de 2018.

APLICACIONES DEL BIG DATA A LA NEFROLOGIA.
:DONDE ESTAMOS Y QUE PODEMOS HACER?
(ESTAMOS PREPARADOS?

En la actualidad se encuentra una voragine de articulos y nuevas
publicaciones en el ambito de la medicina y concretamente en
la nefrologia relacionados con el uso de la inteligencia artificial
como una herramienta de ayuda en el diagnéstico, evaluacion
del riesgo y abordaje del paciente con enfermedad renal, y que
se podria definir como “nefrologia inteligente”. Los estudios
disenados hasta la actualidad cubren un amplio abanico de la
nefrologia, que incluye la nefrologfa clinica con predictores de
progresion de ADPKD y nefropatia IgA, estudios de estimacion
y variabilidad del &rea bajo la curva de los inhibidores de la
calcineurina en el trasplante renal, estudios en anemia y el peso
seco 6ptimo en pacientes en programa de hemodialisis y la
identificacion de patdgenos responsables de la infeccion bacte-
riana en didlisis peritoneal?.

Ultimamente, la bibliografia ha comenzado a desarrollar mode-
los hibridos compuestos por diferentes tipos de técnicas de eva-
luacion?'. Consideremos, por ejemplo, la categorizacion de
pacientes dependiendo de su evoluciéon durante el proceso de
trasplante. De manera intuitiva, las redes neuronales artificiales
suelen considerar un objetivo definido por una variable dividida
en diferentes categorias. El algoritmo correspondiente intenta
aprender, y posteriormente replicar, la relacion existente entre
las variables independientes y la subsecuente clasificacién de los
pacientes entre las diversas categorias. La composicion de di-
chas categorias no es necesariamente homogénea, pudiendo
dar lugar a categorias con un nimero de observaciones que
resulta insuficiente para inferir resultados suficientemente ro-
bustos estadisticamente. En este sentido, la definicion de las
diferentes categorias mediante procesos previos de optimiza-
cion destinados a orientar el algoritmo durante su fase de
aprendizaje constituye una parte fundamental del proceso de
evaluacion de los pacientes. En consecuencia, la bibliografia ha
comenzado a disefar estructuras hibridas que incluyen modelos
de optimizacién (basados en variables con diversos tipos de im-
precision inherentes a su categorizacién), que tanto se utilizan
para seleccionar diferentes muestras de pacientes dependiendo
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de su eficiencia?? como para clasificar la muestra e implementar
una red neuronal en su posterior categorizacion?.

Asi, y como se ha comentado con anterioridad, en los Ultimos
afnos existe un gran interés en el estudio y la difusion de la inte-
ligencia artificial en nefrologfa, con la finalidad de mejorar estra-
tegias diagnosticas, terapéuticas y pronosticas de los pacientes
afectados de enfermedad renal, en los siguientes &mbitos: estu-
dios de deteccion precoz del fracaso renal agudo y preven-
cion?+28, estudios en histologia renal?®, estudios en fisiologia re-
nal**?', identificacion de nuevas dianas terapéuticas en ERC32%4,
identificacién de nuevas dianas terapéuticas en HTA®3, BD y
didlisis®”*3, supervivencia® y trasplante®.

FUTURO Y RETOS DEL BIG DATA PARA LA NEFROLOGIA.
PROPUESTAS DE PROYECTOS DE INVESTIGACION.
¢{QUE NECESITAMOS PARA QUE LA NEFROLOGIA

ESTE A LA CABEZA EN INVESTIGACION EN BIG DATA?

La nefrologia presenta una evolucion histérica y es pionera a la
hora de implantar los avances de la medicina, asi como la tec-
nologfa que se va sucediendo. Pero en el siglo XXI, la informa-
Cion se plantea como prioritaria y su tratamiento complejo, asi
como las diferentes fuentes y su caracter heterogéneo, hacen
necesarias herramientas para poder compartir dicha informa-
cion y poder tener accesibilidad a una base de datos nacional
con datos clinicos (publicos y privados) y datos genémicos, que
sea lo mas homogénea posible y se fundamente de la misma
manera para que todos entendamos lo que pasa en nuestros
pacientes*. Dichos sistemas de informacion no quedarfan solo
reducidos a los datos que manejamos en nuestra actividad cli-
nica diaria si se pudiera conseguir que las grandes companias
compartieran sus datos. Todo ello, y de manera mas automati-
zada y homogénea, nos llevaria a poder obtener dicha informa-
cién, aunque se hacen necesarios estudios para evaluar la cali-
dad de los datos*.

En el campo de la nefrologia, se van realizando estudios en
areas como la enfermedad renal crénica, el fracaso renal agudo
y las diferentes opciones de didlisis, asi como en el trasplante
renal, que conllevan mucho campo para trabajar e investigar.
Pero para ello, y acorde a la consecuciéon de una informacion
mas veraz, homogénea y mas accesible e instantanea, no solo
contamos con la informacién de las historias clinicas y bases de
datos hospitalarias, sino que esta se puede extraer de la digita-

lizacion de las muestras y diagnéstico histolégico**°, de las
imagenes radioldgicas®>? y de la obtencion de bases de datos
poblacionales con datos y mortalidad. No hay que olvidar que
es necesario disefiar algoritmos de decision que ayuden a to-
mar decisiones médicas, como podria ser, en la asignacion de
los 6érganos donados®*>*, estimar la supervivencia de los recep-
tores de injertos renales®>>8 o evitar la transmision de enferme-
dades del donante®.

La inteligencia artificial puede dar un soporte para poder tomar
decisiones clinicas, que en ningln momento hasta ahora susti-
tuirfa la labor médica, pero ayudaria a tomar decisiones mas
precisas®® e incluso a cambiar paradigmas como disponer de
informacién en la consulta del impacto que tendria cada varia-
ble sobre la evoluciéon del paciente®’, entendiéndolo como un
global y no como objetivos univariables; asi, por ejemplo, en el
trasplante renal, en la consulta saber cébmo esta el paciente en
el control de la presion arterial respecto a un paciente ideal,
entendido como el que no se muere, no rechaza y no desarrolla
un cancer?. Pero para ello se necesita conseguir un grupo mul-
tidisciplinar basado en matematicos, fisicos, bioingenieros, in-
formaticos, a nivel nacional y dedicado al anélisis de los datos
(algo asi como un supercomputing group dedicado a la nefro-
logfa), que trabajen en estrecha relacion con los investigadores
o clinicos en nefrologia. Y lo que es importante, conseguir fuen-
tes de financiacion nacionales e internacionales que permitan
desarrollar todos estos estudios y tecnologia clave para poder
avanzar en la comprension de las enfermedades que nos acon-
tecen y poder ofrecer una mejor atencién a nuestros pacientes
cada dia en la consulta.

Con la finalidad de abordar correctamente la inteligencia artifi-
cial y BD en nefrologia es necesario la creacién de equipos mul-
tidisciplinares, quizas llamados en un futuro supercomputing
nephrologist group, formados por matematicos, nefrélogos,
fisicos, bioingenieros, informaticos y estadisticos. En la actuali-
dad, mucha financiacion de proyectos, tanto en el marco espa-
fiol como en el europeo, estd dedicada a la creacion de BD e
inteligencia artificial, pero creemos que es necesaria la financia-
cion por parte de instituciones sanitarias de dichos proyectos
dirigidos a mejorar el abordaje del paciente renal.
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Conceptos clave

1. El conocimiento generado por la ciencia de los datos y la inteligencia artificial tendra un impacto en la prac-
tica clinica con ayudas al diagnéstico, la instauraciéon de tratamientos personalizados, el disefio de farmacos,
la identificacion de poblaciones de riesgo o el rastreo de informacion en la historia clinica electrénica, emer-
giendo lo que podriamos llamar “nefrologia inteligente”.

2. La historia clinica electrénica es Util para el abordaje diario de los pacientes, para la ayuda a la toma de deci-
siones y para la exploracion de la informacién con fines de gestion, epidemiolégicos o de investigacion.

3. La privacidad de los datos es el gran problema que va en aumento con la implementacion del big data y la
legislacion protege la privacidad de personas mediante un método de notificacién y consentimiento.

enfermedad renal.

En la actualidad se encuentran numerosos articulos en nefrologia relacionados con el uso de la inteligencia
artificial como una herramienta de ayuda en el diagnéstico, evaluacién del riesgo y abordaje del paciente con
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